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Аннотация
В нефтеперерабатывающих и нефтехимических производствах одной из ключевых задач является выбор подхо-

дящей стратегии управления технологическими процессами с минимальными материальными и энергетическими 
затратами, при этом без снижения качества производимой продукции, которое важно быстро и оперативно оце-
нить. Для мониторинга и контроля выпускаемой продукции в режиме реального времени широкое распростране-
ние получили виртуальные анализаторы (ВА), которые используются в качестве альтернативы поточным анализато-
рам и лабораторным измерениям. Однако в реальных условиях часто сложно построить ВА для оценки показателей 
качества для слабоформализованных процессов. Предлагается использовать ансамбли моделей (АМ) как способ 
повышения точности ВА для слабоформализованных процессов. АМ применяют набор моделей для получения бо-
лее точных прогнозов. Для создания разнообразных моделей дополнительно используется внедрение шумовой 
составляющей в технологические переменные, которые являются входами при построении ВА. Приводится срав-
нительный анализ нескольких комбинаций АМ. Эффективность использования АМ при построении ВА для оценки 
качества выпускаемой продукции продемонстрирована на слабоформализованном процессе стабилизации и вто-
ричной переработки бензина.

Ключевые слова: виртуальный анализатор, слабоформализованный процесс, ансамбли моделей, качество про-
дукции, стабилизация и вторичная переработка бензина.
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Abstract
One of the most important tasks in the petroleum refining and petrochemical industries is to select an appropriate control 
strategy for industrial processes. Such strategies are required to minimize material and energy costs without compromising 
the quality of manufacturing products, which must be evaluated quickly and promptly. Soft sensors (SS) are widely used 
as an alternative to in-line analyzers and laboratory measurements for real-time product monitoring and control. However, 
in real-world applications, it is often difficult to design SSs to estimate product quality for weakly formalized processes. 
The article proposes the use of model ensembles (ME) to improve the accuracy of SSs for weakly formalized processes. 
MEs use a set of models to produce more accurate predictions. In addition, the introduction of a noise component into 
the process variables used as inputs in the SS design is used to create a variety of models. A comparative analysis of several 
combinations of ME is presented. The efficiency of using ME in the SS design to assess the quality of output products 
is demonstrated on a weakly formalized process of stabilization and naphtha distillation.

Keywords: soft sensor, weakly formalized process, model ensemble, product quality, stabilization and naphtha distillation.

ВВедение

Использование виртуальных анализаторов (ВА) 
на производстве позволяет операторам в режиме ре-
ального времени оценивать требуемые показатели ка-
чества выходных продуктов, оперативно реагировать 
на технические нарушения и обеспечивать безопасный 
переход на новый режим функционирования установ-
ки. Дополнительным преимуществом внедрения ВА 
на производство является своевременное выявление 
и устранение бракованной продукции, что приводит 
к сокращению материальных и энергетических затрат 
при переработке некондиционной продукции. Причем, 
ВА являются ценным инструментом во многих отраслях 
промышленности, таких как целлюлозно-бумажные 
комбинаты, системы очистки сточных вод, нефтепере-
рабатывающая и нефтехимическая промышленность, 
цементные печи и др.

Согласно [1], перспективы использования ВА в про-
мышленности подкреплены необходимостью выбора 
подходящей производственной политики с целью повы-
шения производства конечной продукции и её качества 
с минимальными энергетическими и материальными 
затратами. При этом ВА позволяют оценить требуемые 
переменные (показатели качества продукции), которые 
не могут быть измерены автоматически или измеряют-
ся с большими временными затратами, неточно или 
спорадически, например, с помощью лабораторных 
анализов, в режиме реального времени [2, 3].

Существует большое количество трудностей при 
построении и обслуживании ВА, связанных с нелиней-
ностью технологических процессов, вызванной изме-
нениями условий функционирования и эксплуатации 
установки; изменением состава, подаваемого на уста-
новку, сырья; малого фрагмента данных; слабой фор-
мализованностью объектов исследования [1]. Под по-
следним понимается система, которую невозможно 
описать конечным числом математических выражений, 
описывающих её состояние [4]. Несмотря на постоян-
ное развитие техники и различных подходов, возникает 
задача построения ВА для оценки показателей качества 
сложного слабоформализованного процесса.

Нечеткие алгоритмы находят широкое применение 
в различных отраслях, в том числе и при построении 

ВА [5, 6]. Основным недостатком их применения являет-
ся сложность их настройки, а именно составления базы 
нечётких правил. Для этого требуются эмпирические 
знания об объекте исследования, четкое понимание 
функциональных зависимостей между технологически-
ми переменными и требуемыми показателями качества 
продукции и репрезентативный набор данных, который 
не всегда доступен. Большой интерес при построении 
ВА вызывают ансамбли моделей (АМ) в связи с просто-
той их реализации [7–9]. При этом АМ объединяют не-
сколько моделей для получения надежных прогнозов.

Подход АМ заключается в получении нескольких мо-
делей, обучающихся на различных случайных выборках 
данных из одного обучающего множества, а конечное 
значение ВА рассчитывается как взвешенное среднее 
значений выхода всех моделей [10]. Такая совокупность 
моделей обычно более точна, чем из отдельных моде-
лей, составляющих АМ. Двумя популярными методами 
АМ являются Bagging [11, 12] и Boosting [13, 14]. Для 
повышения эффективности АМ можно использовать 
различные начальные условия для обучения моделей, 
манипулировать обучающим набором данных, исполь-
зовать разные архитектуры и алгоритмы обучения.

В этой работе сравниваются различные стратегии 
построения ВА для оценки показателей качества для 
слабоформализованного процесса. Основное внимание 
уделяется построению АМ для улучшения ВА. Допол-
нительно используется внедрение шумовой составля-
ющей во входные технологические переменные, спо-
собствующие разнообразить модели для достижения 
наилучшего результата. В статье тестируются различные 
стратегии АМ для создания надежных ВА. Демонстра-
ция функционирования ВА показана на примере слабо-
формализованного массообменного технологического 
процесса стабилизации и перегонки бензина.

описание объекта и постаноВка задачи

В качестве объекта исследования выбран слабо-
формализованный массообменный технологический 
процесс стабилизации и вторичной перегонки бензина 
(рис. 1). Отбираемая на атмосферной установке фрак-
ция НК-140 0С поступает на колонну К-1. С верха колон-
ны К-1 пары поступают в конденсатор, где частично 
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конденсируются и собираются в емкости. Углеводород-
ный газ (сухой газ) выводится в линию топливного газа. 
Часть рефлюкса возвращается в колонну в качестве оро-
шения, а балансовый избыток выводится с установки 
(позиция FC1).

Стабильная фракция НК-140 0С из К-1 поступает в ко-
лонну К-2, где происходит её разделение на фракции 
НК-70 0С и 70–140 0С. С верха колонны К-2 пары через 
конденсатор поступают в емкость, откуда часть фрак-
ции подается на орошение в колонну К-2, а балансовый 
избыток через клапан (позиция FC2) откачивается на за-
грузку колонны К-3. В колонне К-3 происходит разде-
ление фракций НК-35 0С и 35–70 0С. Фракция  НК-35 0С 
с верха колонны К-3 через конденсатор поступает в ем-
кость. Из емкости часть фракции НК-35 0С с помощью 
насоса через клапан регулятора расхода (позиция FC3) 
подается на орошение К-3, а балансовый избыток от-
качивается в промежуточный парк газофракциониру-
ющей установки. С низа колонны К-3 фракция 35–70 0С 
откачивается с установки.

Отбор входных переменных, использованных для 
построения ВА, выполнен на основе экспертной оценки 
и представлен в таблице 1.

На производстве контроль качества фракции НК 
35–70 0С (определение концентрации суммы углеводо-
родов C1–C4 во фракции НК 35–70 0С) осуществляется 
с помощью лабораторных исследований 1 раз в 8 ча-
сов. Несвоевременный контроль качества производи-
мой продукции не позволяет оперативно обнаруживать 
брак на ранних стадиях производства. В связи с этим для 
исследуемого объекта необходима оперативная оценка 
концентрации суммы углеводородов C1–C4 во фракции 
НК 35–70 0С (низ колонны К-3).

ансаМбли Моделей

Рассмотрим два из наиболее распространенных ал-
горитмов формирования АМ: бэггинг (Bagging) и бустинг 
(Boosting), которые генерируют и объединяют множе-
ство моделей, используя один алгоритм обучения.

Рис. 1. Схема процесса стабилизации и перегонки бензина

Таблица 1
Описание технологических переменных

Переменные Описание Ед. измерения Позиция

x1 Давление верха колонны К-1 кгс/см2 PC-1

x2 Расход рефлюкса колонны К-1 т/ч FC-1

x3 Давление верха колонны К-3 кгс/см2 PC-2

x4 Температура куба колонны К-3 0С TC-1

x5 Расход орошения колонны К-3 м3/ч FC-3

x6 Расход сырья, поступающий в колонну К-3 м3/ч FC-2

y Сумма углеводородов C1–C4 во фракции НК 35–70 0С мас. % -
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Bagging является самым простым в реализа-
ции методом. Обозначим исходную выборку как 

, где N – ко-

личество наблюдений в выборке. Из исходного набора 
данных Z случайным образом создаются B-бутстреп 
выборок , . На основе сформированных 
бутстреп-выборок обучаются и разрабатываются моде-

ли . Результаты прогнозов 
полученных моделей усредняются.

Таким образом, прогноз ансамбля можно записать, 
как среднее B аппроксимирующих функций на основе 
набора B-бутстреп выборок:

Такой метод хорошо подходит к построению моде-
лей, чувствительных (с точки зрения параметров мо-
дели и эффективности прогнозирования) к небольшим 
изменениям в обучающем наборе данных.

Что касается алгоритма Boosting, то он сложнее, чем 
Bagging. Основное отличие Boosting от ранее описанно-
го алгоритма Bagging заключается в последовательном 
обучении нескольких базовых моделей с использовани-
ем весов w. Механизм определения индивидуальных 
весов будет зависеть от полученного прогноза. В случае 
получения прогноза, приближенного к реальному, ин-
дивидуальные веса будут уменьшаться, в случае опре-
деления некорректного значения прогноза – увеличи-
ваться. При таком подходе используемая для обучения 
новой модели функция ошибок зависит от производи-
тельности предыдущих моделей. После того, как все ба-
зовые модели построены, их прогнозы объединяются 
в окончательный прогноз:

Алгоритм Boosting можно представить в следующем 
виде:

1. Всем N строкам обучающей выборки присвоить 
одинаковые веса .

2. В цикле от b = 1 до B:
2.1. Обучить и получить модель  на данных 

с соответствующими весами.
2.2. Вычислить взвешенную ошибку прогноза .
2.3. Пересчитать веса на каждой строке в соответ-

ствии с ошибкой прогноза: уменьшить вес для коррек-
тно полученных прогнозов, увеличить – для некоррек-
тно полученных прогнозов.

3. Вычислить результирующий прогноз ансамбля как 
взвешенный прогноз базовых моделей.

В [15] предлагается улучшить производительность 
прогнозирования АМ за счет добавления шумовой со-
ставляющей к входным данным для формирования 
моделей на основе различных обучающих выборок. 

Вопрос правильного выбора шумовой составляющей 
в литературе до конца не освещен. Большие шумы иска-
жают основную особенность данных, в то время как не-
большие могут не оказывать достаточного воздействия.

К исходным данным технологических переменных 
добавляются шумы, представляющие собой случай-
ные векторы, имеющие нормальное распределение 

. Тогда матрица входных переменных будет 

определяться следующим образом:

Следует отметить, что матрица шумовой составляю-
щей U добавляется только в матрицу входов X и не до-
бавляется в выходной вектор y.

обсуждение результатоВ

В качестве обучающих и тестовых выборок исполь-
зовались данные с установки (технологические па-
раметры) и лаборатории y. Данные технологических 
параметров соотнесены со временем отбора пробы 
проведения лабораторного анализа и усреднены за по-
следний час. Исходный набор промышленных данных 
предварительно обработан для исключения выбросов. 
После обработки набор данных включал 500 наблю-
дений и 6 входных переменных (табл. 1). Первые 80 % 
данных вошли в обучающий набор, оставшиеся 20 % 
использованы в качестве тестового набора для вери-
фикации полученных ВА. Таким образом, размеры об-
учающей и тестовой выборок составили 400x7 и 100x7 
соответственно (с учетом выходной переменной).

При построении и выборе ВА для оперативной оцен-
ки суммы углеводородов C1–C4 во фракции НК 35–70 0C 
слабоформализованного процесса стабилизации и вто-
ричной перегонки бензина рассмотрены следующие 
алгоритмы: метод наименьших квадратов (МНК), ро-
бастная регрессия (РР), метод опорных векторов (МОВ), 
нейронная сеть прямого распространения (НС), бэггинг 
деревьев решений и градиентный бустинг с МНК в каче-
стве функции потерь (Least-squares boosting – LSBoost).

Эффективность ВА, полученных различными мето-
дами с подбором оптимальных параметров, определя-
лась с использованием коэффициента детерминации 
R2, абсолютной средней ошибки (CAO) и среднеквадра-
тической ошибки (СКО):
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где yn – измеряемое значение выходной переменной, 
мас. %;  – ее значение, полученное на основе ВА, 
мас. %;  – среднее значение наблюдаемой выходной 
переменной, мас. %.

Была определена структура НС, имеющая два скры-
тых слоя с 10 нейронами в каждом слое, с сигмоидной 
функцией активации. Для обучения НС использовался 
метод Левенберга-Марквардта. Для обучения АМ ис-
пользовался весь набор данных обучающей выборки 
и 23 цикла обучения, скорость обучения равна 1. Для 
повышения точности прогнозов АМ использовалась 
стратегия добавления шумовой составляющей в исход-
ную матрицу входов с дисперсией  = 0,03 как опти-
мально подобранной.

Результаты вычислений представлены в таблице 2.
Из представленных в таблице 2 результатов крите-

риев точности наилучшими подходами к построению 
ВА для оценки требуемого показателя качества произ-
водимой продукции являются: НС и АМ. Бэггинг деревь-
ев решений и градиентный бустинг показали прирост 
в точности при использовании стратегии добавления 
шумовой составляющей в исходную матрицу входов. 
Как показано в таблице 2, использование АМ (алгоритм 
Bagging) улучшает точность ВА для оценки требуемого 

показателя качества продукта слабоформализованного 
объекта в сравнении с ВА, построенным на основе РР, 
на ≈ 47 %, 9 % и 26 %. Добавление шумовой составля-
ющей в обучающий набор входных данных позволил 
дополнительно повысить точность ВА для алгоритма 
Bagging до и после шумовой составляющей на ≈ 7 %, 4 % 
и 8 % по R2, САО и СКО, соответственно.

На рисунках 2 и 3 представлены результаты функ-
ционирования ВА, построенного на основе РР, и ВА, 
построенного на АМ (алгоритм Bagging) с добавлением 
шумовой составляющей.

Из рисунков 2 и 3 видно, что концентрация суммы 
углеводородов С1–С4 во фракции 35–70 0С имеет силь-
ную изменчивость и может достигать 8 мас.%. Одна 
из причин – это изменение состава подаваемого сырья 
на установку стабилизации и вторичной перегонки бен-
зина. Использование классических подходов множе-
ственной линейной регрессии, таких как РР, не позволя-
ет построить ВА, который обеспечит надежную оценку 
требуемого показателя качества. Использование АМ по-
зволяет периодически осуществлять оценку y на уровне 
4–5 мас.%, что дает возможность рассматривать такой 
подход и в дальнейшем для таких типов процесса.

заключение

При стабилизации и вторичной перегонке бензина 
важно быстро оценить концентрацию суммы углево-
дородов С1–С4 во фракции 35–70 0С. Процесс является 

Таблица 2
Критерии точности ВА на тестовой выборке

Критерий 
точности МНК РР МОВ НС

АМ АМ с добавлением шума
Bagging LSBoosting Bagging LSBoosting

R2 0,461 0,357 0,490 0,518 0,526 0,515 0,562 0,554

САО 0,721 0,725 0,695 0,666 0,661 0,673 0,637 0,644

СКО 0,883 1,054 0,836 0,789 0,778 0,794 0,719 0,731

Рис. 2. Оценка концентрации суммы углеводородов 
С1–С4 во фракции 35–70 0С, полученная РР

Рис. 3. Оценка концентрации суммы углеводородов 
С1–С4 во фракции 35–70 0С, полученная на АМ
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слабоформализованным, и используемые в промыш-
ленности методы множественной линейной регрессии 
не подходят для оценки качества выпускаемой продук-
ции. В связи с этим в статье сравнивается ряд стратегий 
по улучшению прогнозных возможностей ВА на основе 
АМ.

Результаты показывают, что АМ с внесением шумо-
вой составляющей на входные данные позволяют повы-
сить точность ВА по сравнению с РР и другими АМ. Луч-
шие характеристики достигаются при использовании 
алгоритма Bagging. Точность полученных ВА недостаточ-
на, это свидетельствует о необходимости проведения 
дополнительных исследований. Полученный результат 
позволяет предполагать, что рассматриваемые методы 
моделирования можно применять для построения ВА 
для слабоформализованных процессов.
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